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LSTM DERIN SiNiR AGLARI ILE UNIiVERSITE GiRiS SINAVINDAKI MATEMATIiK
SORU SAYILARININ KONULARA GORE TAHMINI

oz

Bu calismada Long Short-Term Memory (LSTM) derin sinir agi (DSA)
ile {dniversite giris sinavindaki matematik testinin soru sayilarinin
tahmin edilmesi ic¢in bir model o6nerilmistir. Modelin veri kimesi 1981-
2018 yillarina ait sinavlarin matematik testinin 16 farkli konuya goOre
ayrilmis 931 soru sayisi verisinden olusmaktadir. Veri kimesi %80’1
modelin egitilmesi, %20’u testi ic¢in ayrilmistir. LSTM modelde zaman
serisi tahmin problemlerinde yiiksek dogruluk saglanmasi ig¢in hiper
parametreleri belirlenmistir. Her konu gruba ait soru sayilari zaman
serisi modelde ayri ayri egitilmistir. Calisma sonucunda editimde
ortalama %98.42, testte ortalama %96.82 dodruluk elde edilmistir.
Kullanilan DSA algoritmasinin basarisinin Olc¢iilmesi ig¢in veri kimesi
makine Odrenme algoritmalarinda test edilerek ile kiyaslanmistir.
Bunun sonucunda LSTM DSA, en vyluksek Dbasarimi saglamistir. Calisma
sonucu olarak modelden elde edilen dogrulugun yiksek olmasi, ilerleyen
calismalarda soru tahmin robotlarin gelistirilmesine imké&n
saglayacaktir.

Anahtar Kelimeler: Derin Sinir A§i, LSTM, Universite Giris

Sinavi, Zaman Serisi Model, Matematik

PREDICTION OF NUMBERS QUESTION MATHEMATICS IN THE UNIVERSITY ENTRANCE
EXAM BY TOPICS WITH LSTM-BASED DEEP NEURAL NETWORK

ABSTRACT

In this study, we proposed a model for estimating the number of
questions in the long short term memory (LSTM) deep neural network
(DNN) and the mathematics test in the university entrance exam. The
data set of the model consists of 931 questions divided according to
16 subjects of the mathematics test for the years 1981-2018. The data
set is divided into 80% for the training of the model and 20% for the
test. Hypercritical parameters have been determined to provide high
accuracy in time series estimation problems in the LSTM model. The
number of questions for each subject group has been trained one by one
in the time series model. As a result of the study, the average
accuracy was 98.42% and the average accuracy was 96.82% in the test.
The data set was compared with machine learning algorithms to measure
the accuracy of the DNN algorithm used and LSTM DSA achieved the
highest performance. As a result of study, the future studies will
provide the development of robots to predict Dbecause of the high
accuracy of the model.
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1. GIRIS (INTRODUCTION)

Egitim, bireyin nasil bir yasami olacadini belirleyen etmenlerin
en basinda gelir [1]. Ulkemizde o6rgin eJitim kurumlari okul Oncesi,
ilkokul, ortaokul, lise ve yiksekdgretim (iniversite) olarak
kademelenmektedir. Bu kademeler arasi gecisler (ortaokul-lise ve lise-
iniversite arasinda) merkezi sinavlar araciligiyla
gerceklestirilmektedir [2]. Ilk kez 1974 ve 1975 yilinda yiiksekdgretime
dgrenci secmek icin yapilan OJrenci Secme ve Yerlestirme Sinavi, bugiine
kadar farkli formatlarda uygulanmistir [3]. 2017 yilinda finiversiteye
giris sistemine son sekil verilmistir. Bu c¢ercevede, 2018 vyilinda
yapilacak sinavin adi “Yiksekdgretim Kurumlari Sinavi (YKS)” olarak
belirlenmistir [4]. Yiksekddretimde arz ve talep ac¢isindan son yillarda
dnemli gelismeler saglanmistir. OSYS'ye basvuran aday sayisi 2006
yilinda 1 milyon 600 bin iken, 2017 yilinda 2 milyon 200 bine, 2018
yilinda ise 2 milyon 380 bine vylkselmistir. Ayrica son 10 vyilda
yiksekogretimde toplam 6Jrenci sayisi ciddi bir artisla 2 milyon 485
binden 7 milyon 560 bine yikselmistir [5]. 1970’1i yillardan bu yana
yapilan sinavlar ile sinav sonucu, dodru/yanlis sayisi, puan, soru
sayisi, sinav ortalamasi vb. gibi bircok wveri olustu. Verilerin
islenecek diuzeye gelmesi veriler {dzerinden belirli c¢ikaraimlarin
vapilmasinin oninu agmistir.

Veri kimeleri, Oznitelikler veya birden fazla baglantili dedisken
iceren gbzlemlerden olusmaktadir [6]. Veri kimelerinden c¢ikarim,
siniflandirma ve tahmin islemleri yapay sinir aglari ile yapilmaktadir.
Yapay sinir aglari 1943 vyilindan bu yana nesne tanima [7], konusma
tanima, el yazisi tanima [8], gercek zamanli dil ceviri [9] wve robotik
[10] gibi uygulamalarda kullanilmaktadir. Ozellikle yiiksek veri kimesi
ve vyliksek performansli sistemlerin sadlanmasi ile derin sinir aglari
tercih edilmeye baslandi. Derin sinir aglari (DSA) en basit tanimi ile
geleneksel sinir aglarinin genisletilmesi ile olusturulmus makine
O0grenme teknikleridir. DSA vyapilarini makine 0Odrenme tekniklerinden
ayiran unsur, DSA’larin 6zellik cikarim adimlarina ihtiyacg
duymamasidir. Bunun sonucunda DSA daha fazla katman ve ndron sayisi ile
karmasik ve dodgrusal olmayan Ozelliklerin &drenilmesini saglar [11].
DSA modeli gelistirilirken tercih edilen sinir adi mimarileri asagida
listelenmistir [12].

e Konvolisyonel Sinir Agi (Convolution Neural Network-CNN)

e Tekrarlayan Sinir AJ1 (Recurrent Neural Network-RNN)

e Uzun Kisa Vadeli Bellek Aglari (Long Short Term Memory-LSTM)

e Sinirli Boltzmann Makineleri (Restricted Boltzmann Machines-RBM)
e Oto-Kodlayicilar (Autoencoders-AE)

e Derin veya Yigdinli Oto-Kodlayicilar (Deep/Stacked Autoencoder-

DAE)
DSA’'nin egitim alanindaki ¢alismalari soru- cevap [14 ve 16],
cumle kurma [17] ve ses tanima [13] konularinda toparlanmistir.

Literatlirdeki calismalarin geneli soru-cevap uygulamalaridir. Cheng ve
arkadaslari cocuklarin yabanci dil editimindeki konusma akustiklerinin
tanimlanmasi {izerine bir DSA gelistirmistir [13]. Xiong ve arkadaslar
gorsel 1lzerinden soru soran bir CNN DSA modeli {zerinde c¢alismis ve
%$60,4 ortalama basari saglamistir [14]. Liu ve arkadaslari Cin k12
akilli editim modeli ig¢in bilgi tabanli 9.000’den fazla soruya cevap
sunan ve %70 basari saglayan asistan gelistirmislerdir [15]. Yin ve
arkadaslari LSTM algoritmasi ile QuesNet isimli test sorusu hazirlama
modeli {zerinde c¢alismislardir [16]. Yapilan literatiir taramasinda,
calismada Onerilen soru sayisi tahmin modeli ile ilgili Dbenzer
calismaya rastlanmamistir. Calismanin DSA’nin egitim alanindaki
calismalarina farklilik sunacadi Ongdriilmektedir.
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2. CALISMANIN ONEMI (RESEARCH SIGNIFICANCE)

Bu c¢alismada Universitesi giris sinavi verileri kullanilarak
gelecek sinavlarda c¢ikacak soru sayisinin tahmin edilmesini saglayan
DNN modeli gelistirilmistir. Modelin veri kiUmesini DSA modelinin veri
kiimesi 1981-2018 yillarina ait sinavlarin verilerinde olusturulmustur.
Modelin e§itimi sonunda dodruludun test edilmesi i¢in veri kimesindeki
son dért yila ait soru sayilari kullanilmistir. Onerilen model, eJitim
ve test sonucunda ortalama %96.82 basarim saglanmistir. Ayni veri
kiimesi geleneksel makine Ogrenme algoritmalari ile test edilmis ve
O6nerilen LSTM DNN modeli en yiksek basarimi salamistir. Calismanin
gelecek modelinde soru tahmin islemleri zaman serisi ilizerinde yapilmasi
planlanan sinavlara yo®nelik uygulanacaktir. Ayni zamanda modelin, soru
tahmin robotlarinin veya sistemlerin gelistirilmesine katki vermesi
hedeflenmektedir. Calismanin bundan sonraki bdélimiinde tahmin modelinin
gelistirildigi derin Ogrenme algoritmasi olan LTSM hakkinda bilgilere
yer verilmistir. Uclincii bdliiminde ise modelin gelistirilme siireci olan
veri on isleme, tahmin modelinin eJitimi ve tahminlerin deJerlendirmesi
islenmistir. Son olarak Bolim 4’de gelistirilen modelin sonuglari ve
calismanin gelecedi hakkinda onerilerde bulunulmustur.

3. LONG SHORT-TERM MEMORY (LSTM)
LSTM derin Ogrenme algoritmasi, 1997'de Hochreiter ve Schmidhuber
tarafindan RNN mimarisinin dezavantajlarini vyok etmek icin ortaya

atilan bir tekrarlayan sinir agi olarak Dbilinmektedir [18]. LSTM,
hafiza geg¢isli mekanizmasi ile uzun vadeli bagimliliklari &Jrenebildigi
icin sirali veya zaman serisi problemlerde &nerilmektedir [19]. Temel

LSTM mimarisi giris (Denklem 1), ¢ikis (Denklem 4), unut kapilari
(Denklem 2) ve hafiza hiicrelerinden (Denklem 3) olusmaktadir [20].
Sinir adginin kapi ve hiicrelerine ait islem fonksiyonlari asagida
verilmistir.

it = 0 (Wyxi Xt +Whihe-1 +Weice-1 + bi) (1)
fr = 0 (Wxr Xt +Wne he-r +Wer Ce1 + br ) (2)
Ct = ft ® Ct-1 + it ® tanh (chxt +thht71 + bc) (3)
or = 0 (WxoXt +Wnohe-1 +WeoCt + bo) (4)
he = ot © hi(ct) (5)

i, o, f, ¢, W terimleri sirasiyla giris kapisi, ¢ikis kapiszi,
unut kapisi, hiicre aktivasyon vektdrtni, agdirlik matrisini ifade
etmektedir. LSTM vyapilarinin formiilinde kullanilan ©, iki vektdr veya

metrigin skaler c¢arpimini gdsterir. Son olarak o(x) standart bir
sigmoid fonksiyonunun tanimlanmasi Denklem 6’da gdsterilmistir.
o) = (6)
LSTM zaman serisi tahminlerde sik kullanilan bir derin sinir ag1
algoritmasidir. i1k olarak kaotik zaman serisi tahmininde
kullanilmistir [21]. Ayni zamanda konusma [22], metin isleme [23],
mizik [24] wve siniflandirma [25] uygulamalarinda LSTM mimarileri

kullanilmis ve basarili sonuc¢lar alinmistir.

4. MODELIN GELISTIRILMESI (MODEL DEVELOPMENT)

4.1. Verilerin Hazirlanmasi (Preparation of Data)

Tahmin modelinin egitilmesi ve testinde 1981 ile 2018 yillaraina
arasindaki tniversite giris sinavinin matematik testine ait sinav soru
sayilari kullanilmistir. Veri kiimesi 16 farkli konu basligi ve toplamda
931 veriden olusmaktadir. Egitim verisi %80 (sn), test verisi %20 (tn)
olarak Dbelirlenmistir. Veri setindeki wveriler modelin editimine
girmeden Denklem 7’de gdsterildidgi gibi formile edilen MinMaxScalar ile
normalize edilmistir [26].

vV V—-Xpmin (7)

= Y =Ypmin) Y mi
Xmax—Xmin ( Max Mm) min

114



Sitizen, A.A.,
Engineering Sciences (NWSAENS), 1A0436, 2019; 14(3): 112-118. m

Burada Vs Olceklenmis veriyi, [Xmin—Xmax] 1lk aralidi, [Ymin—Ymax)
yeni araligi temsil etmektedir.

3.2. LSTM Model (LSTM Model)

Konulara ait geg¢mis soru sayilari X= (X1, X2, X3.., X¢) seklinde
girdi kabul edilmistir. Sonrasinda LSTM icerisinde h=(h;, h, hs., ht)
gizli wvektdr dizisi hesaplanir ve c¢ikista konuya ait soru sayisi
tahmini y=(vi, V2, V3., V¢) dizisi ile alinir. Bu slUrec¢ Denklem 8 ve 9'a
gbre tekrarlanir.

he = O (Wxnxe +Wnnhea + bn) (8)

ye = Wnyhe + Dby (9)

Dort katmanli LSTM modelde &6Jrenme hizi o=0.001, seyreltme orani
dropout=0.5 ve egditim sayisi epoch=100 olarak belirlenmistir. Modelin
tahmin dodrulugunu Ol¢mek ic¢in ortalama kare hata (MSE-Mean Square
Error) kullanilmistir. Denklem 10’da gOsterilen p; tahmin verisini, vy;:
6lcllen veriyi temsil etmektedir.

e =YL, (i—pi)? (10)

Model, Spyder IDE’si lzerinde Python dili ile tensorflow
kitiphanesi kullanilarak gelistirilmistir. Ayrica modelin editimi ve

testi Windows 10 Pro isletim sistemi {izerinde Intel I7 2.9 GHZ islemci,
12 GB RAM ve NVIDIA 940MX grafik kartina sahip donanim ile yapilmistair.

4.3. Modelin Degerlendirilmesi (Evaluation of Model)

Sekil 1’de blok goériintiisi verilen LSTM tabanli soru sayisi tahmin
modelinde 1981-2018 arasi veriler her konu tiirline gdre ayri ayri egitim
ve test uygulanmistir.
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Sekil 1. Modelin blok diyagrami
(Figure 1. Block diagram of model)

Modelin egitimi 16 farkli girdi dederine gbre editimde ortalama
%$98.42 ve testte ise $96.82'1ik Dbir dodruluk performansi elde
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edilmistir. Tablo 1’de her konuya ait tahmin basari performanslari
gosterilmistir. Buna gdre konudaki soru sayisinin ve ¢esitliligin az
oldugu girdilerde basarinin daha yliksek olduu gorilmektedir.

Tablo 1. 16 farkli editim ve teste ait dodruluk performansi
(Table 1. Performance accuracy for 16 different training and testing)

Aciklama Egitim |Test
Dogal Sayilar 96.8 95.1
Reel Sayilar 97.4 95.7
Rasyonel Sayilar 97.7 95.9
Uslii Sayilar 98.1 96.4
Kokld Sayilar 98 96.9
Carpanlara Ayirma 96.8 92.85
Oran-Oranti 99.02 97.1
Denklem Cozme 97.3 97.2
Problemler 96.8 94.1
Mantik 98 97
Kimeler 99.1 98.3
Kartezyen 99.3 98.7
Fonksiyonlar 99.7 98.1
Islem 99.7 98.9
Modiler 99.6 99
Per, Koom, Olasilik 99.8 97.9
Ortalama 98.42 96.82

Tablo 2’'de modelin tim editim ve test islemleri sonucunda ortaya
¢ikan MSE degeri ve dogruluk performansi verilmistir.

Tablo 2. EJgitim ve testin ortalama hata ve dodruluk performanslari
(Table 2. Average error and accuracy performances of training and
testing)

MSE Accuracy
Egitim | 0.0075 98.42
Test 0.0102 96.82

Onerilen LSTM modelin kullanilan veri kumesindeki dogruludunun
basarisini &lgmek icin ayni veri kimesi farkli &Jrenme ve tahmin

algoritmalari ile test edilmistir. Bu model ic¢in karar agaci
regresyonu, lojistik regresyon, poisson regresyonu ve c¢ok katmanli
algilayica (MLP) kullanilmistir. Algoritmalar bnerilen modelin
egitildigi donanim {zerinde test edilmistir. Karsilastirma sonucu

olarak Tablo 3 incelendiginde oOnerilen LSTM modelin bu veri kimesi
iizerinde en yiksek basarimi verdidi gdriilmiistir.

Tablo 3. Diger yoéntemlerle elde edilen sonuglar
(Table 3. Results obtained by other methods)

Algoritma Dogruluk
Karar AJaci Regresyonu 73.20
Lojistik Regresyon 89.54
Poisson Regresyonu 82.60
MLP 86.82
LSTM 96.82

5. SONUC (CONCLUSION)

Bu calismada LSTM derin o6grenme algoritmasi kullanilarak
iniversite giris sinavinin matematik testindeki sorularin konu bazli
tahmini gerceklestirilmistir. 1981-2018 yillara arasinda vyapilan
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sinavlara ait veriler kullanilarak =zaman serisi bir LSTM modeli
gelistirilmis ve egitilmistir. Model egitimde %98.42, teste %96.82
basari saglamistir. Elde edilen sonug¢lar ayni veri kiimesi {zerinde
farkli algoritmalar ile kiyaslanmistir. Sonu¢ olarak LSTM derin &§renme
algoritmalarinin zaman serisi tahminlerde en vylksek basarimi verdigi
gériilmistiir. Onerilen LSTM modelin gelecek calismasinda veri kimesi
1981 oncesi ve 2018 sonrasi elde edilen veriler ile c¢ogaltilacaktir.
Veri sayisinin artmasi 1ile model tekrar teste alinacak ve Dbasari
oraninin artisi izlenecektir. Verinin c¢ogalmasi ile modelin Dbasari
orani artmasi ile beraber ilerleyen sinavlar ic¢in konulara gbre soru
sayisi tahmin robotu gelistirilecek ve github iizerinden
paylasilacaktir.

KAYNAKLAR (REFERENCES)

[1] Oral, I., Mcgivney, E J., (2014). Tirkiye Egitim Sisteminde
Esitlik ve Akademik Basari. EJitim Reformu Girisimi, Istanbul.

[2] Baran, I.N. ve Altun, T., (2014). 333 Dershanelerin EJitim
Sistemimizdeki Yeri Ve Onemi. EJitim ve OJretim Arastirmalara
Dergisi, 3(2):2146-9199.

[3] Zararsiz, M.E., Ekici, B. ve Ulutas, S., (2012). ilké@retimden
Ortadgretime Ortadgretimden Yiksekdgretime Gegis Analizi. T.C.
Milli E§itim Bakanligz.

[4] Gurbtztirk, O. ve Kincal, R.Y., (2018). Turkiye’de
Yiksekogretime Gecgis Surecinin Analizi: Gelismeler, Modeller ve
Uygulamalar. Akdeniz EJitim Arastirmalari Dergisi, 12(24):33-54.

[5] Erdem, A.R., (2014). Yiksekdgretime Gecisin Kritigi,
Cumhuriyet'in Kurulusundan Giinimize EJitimde Kademeler Arasi
Gecis ve Yeni Modeller. Uluslararasi Kongresi, 851-864.

[6] Khashei, M. ve Bijari, M., (2011). A Novel Hybridization of
Articial Neural Networks and Arima Models for Time Series
Forecasting”. Applied Soft Computing 11(2):2664-2675.

[7] Szegedy, C., Toshev, A., and Erhan, D., (2013). Deep Neural
Networks for Object Detection. In: Advances in Neural
Information Processing Systems, pp:2553-2561.

[8] Graves, A., (2012). Supervised Sequence Labelling with Recurrent
Neural Networks. ISBN 9783642212703. URL http://books. google.
com/books.

[9] Akmeliawati, R., Ooi, M.P.L., and Kuang, Y.C., (2007). Real-time
Malaysian Sign Language Translation Using Colour Segmentation
and Neural Network. In: Instrumentation and Measurement
Technology Conference Proceedings, 1(6).

[10] King, S.Y. and Hwang, J.N., (1989). Neural Network Architectures
for Robotic Applications Robotics and Automation, IEEE
Transactions on 5(5):641-657.

[11] Derakhshani, A. and Foruzan, A.H., (2019). Predicting the
Principal Strong Ground Motion Parameters: A deep learning
approach, Applied Soft Computing Journal, 80:192-201.

[12] Seker, A., Diri, B. ve Balik, H.H., (2017). Derin OJrenme
Yéntemleri ve Uygulamalari Hakkinda Bir Inceleme, Gazi
Mihendislik Bilimleri Dergisi, 3(3):47-64.

[13] Cheng, J., Chen, X., and Metallinou, A., (2015). Deep Neural
Network Acoustic Models for Spoken Assessment Applications.
Speech Communication, 73:14-27.

[14] Xiong, C., Merity, S., and Socher, R., (2016). Dynamic Memory
Networks for Visual and Textual Question Answering. In
International conference on machine learning, 2397-240.

[15] Liu, Y., Xu, B., Yang, Y., Chung, T., and Zhang, P., (2019).
Constructing a Hybrid Automatic Q&A System Integrating Knowledge

117



Sitizen, A.A.,
Engineering Sciences (NWSAENS), 1A0436, 2019; 14(3): 112-118. m

[16]

[17]

Graph and Information Retrieval Technologies. In Foundations and
Trends in Smart Learning (pp:67-76).

Yin, Y., Liu, Q., Huang, Z., Chen, E., Tong, W., Wang, S., and
Su, Y., (2019). QuesNet: A Unified Representation for
Heterogeneous Test Questions. arXiv preprint arXiv:1905.10949.
Hassan, A. and Mahmood, A., (2018). Convolutional Recurrent Deep
Learning Model for Sentence Classification. IEEE Access, 6,
13949-13957.

Chakraborty, K., Mehrotra, K., Mohan, C.K., and Ranka, S.,
(1992) . Forecasting The Behavior of Multivariate Time Series
Using Neural Networks. Neural Networks 5(6):961-970.
Hochreiter, S. and Schmidhuber, J., (1997). Long Short-term
Memory. Neural Computation, 9(8):1735-1780.

Ahmadi, N., Constandinou, T., and Bouganis, C., (2019). Decoding
Hand Kinematics from Local Field Potentials Using Long Short-
Term Memory (LSTM) Network. 9th International IEEE EMBS
Conference on Neural Engineering (NER 2019), 1-5s.

Graves, A. and Schmidhuber, J., (2005). Framewise Phoneme
Classification With Bidirectional LSTM and other Neural Network
Architectures. Neural Networks, 18(5-6):602-610.

Graves, A., Mohamed, A., and Hinton, G., (2013). Speech
Recognition with Deep Recurrent Neural Networks. In 2013 IEEE
International Conference on Acoustics, Speech and Signal
Processing, pp:6645-6649.

Fernandez, S., Graves, A., and Schmidhuber, J., ( 2007). An
Application of Recurrent Neural Networks to Discriminative
Keyword Spotting. In International Conference on Artificial
Neural Networks, pp:220-229.

Samui, S., Chakrabarti, I., and Ghosh, S.K., (2018). Tensor-
Train Long Short-Term Memory for Monaural Speech Enhancement.
ArXiv Preprint ArXiv:1812.10095.

Raj, H., Weihong, Y., Banbhrani, S.K., and Dino, S.P., (2018).
LSTM Based Short Message Service (SMS) Modeling for Spam
Classification. In Proceedings of the 2018 International
Conference on Machine Learning Technologies, 76-80.

Zang, C., (2017). Deep Learning in Multiple Multistep Time
Series Prediction”. arXiv preprint arXiv:1710.04373.

118



